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RESUMO 

A colheita mecanizada de madeira de Eucalyptus pode ser realizada pelo sistema full tree, no qual 

utiliza o feller buncher para o corte e a derrubada de árvores. A utilização de máquinas florestais 

autopropelidas ressalta a importância da correta previsão referente à manutenção. Em vista disso, 

aplica-se o machine learning visando encontrar resultados interpretativos para tomada de decisões 

estratégicas e redução dos custos de manutenção. A partir deste contexto, o objetivo foi verificar se é 

possível predizer a manutenção de feller bunchers empregados na derrubada de árvores por meio do 

machine learning. O estudo foi conduzido em florestas plantadas de Eucalyptus, localizadas no 

Centro-Oeste do estado de São Paulo. O banco de dados estruturado foi produzido por meio de dois 

atributos: horímetro e tipo de manutenção, sendo esse último o atributo alvo da predição. Após o 

processo de data wrangling, foi utilizado o aprendizado supervisionado, com balanceamento de dados 

via oversampling. Nesse caso, o banco de dados foi dividido em conjunto de treinamento e teste. Em 

sequência a aplicação dos 14 algoritmos de aprendizagem, observou-se uma melhor performance em 

três modelos: CatBoost Classifier, Linear Discriminant Analysis e Naive Bayes. Durante o processo de 

treinamento foi aplicado o cross-validation. Assim, a partir do algoritmo CatBoost Classifier, em 

modo Default, encontra-se o melhor modelo gerado para predição do tipo de manutenção de máquinas 

florestais autopropelidas, com performance de 0,46, 0,60, e 0,74 para as métricas Coeficiente de 

Correlação de Matthews, Precisão e Área Sob a Curva, respectivamente. 
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INTRODUÇÃO 

O gênero Eucalyptus é o mais cultivado pelo setor florestal, visto que, tem sido 

amplamente estudado para maximizar a produção da planta por meio do uso das suas espécies 

e combinações híbridas. No Brasil, o eucalipto destaca-se por apresentar sinergia diante do 

melhoramento genético, das características florestais, das condições climáticas favoráveis, da 

mecanização no processo da colheita de madeira e do tempo de rotação da cultura 

(TRUEMAN, et al., 2018; SPINELLI e MOURA, 2019). 

Conseguinte, a colheita mecanizada de madeira de Eucalyptus pode ser realizada pelo 

sistema de árvores inteiras (full tree), que concerne na remoção das árvores do interior do 

talhão para um pátio intermediário ou para as bordas das estradas florestais. Destarte, utiliza-

se, comumente, esse sistema para o arraste de árvores de maior volume médio individual. 



 

 

Vale destacar que, no full tree empregam-se algumas máquinas florestais autopropelidas, 

como: feller buncher, skidder e harvester (SCORUPSKI, et al., 2017; SOUZA, et al., 2018; 

SIMÕES, et al., 2022). 

Dentre essas máquinas utilizadas no sistema full tree, tem-se o feller buncher, no qual 

possui na parte frontal o cabeçote de corte com disco, sendo responsável por exercer o corte e 

a derrubada de árvores. Nesse caso, destaca-se que essas atividades acontecem próximo ao 

nível do solo. Em razão disso, com intuito de aumentar a estabilidade e o conforto dos 

operadores, o feller buncher é equipado com um sistema de nivelamento (ANDRONOV, et. 

al., 2020; PEREIRA, et. al., 2020). 

No setor florestal, atribui-se importância à manutenção das máquinas florestais 

autopropelidas dentro da atividade de colheita de madeira, dado que, a manuntenção pode 

afetar o tempo de operação e a eficiência. Assim, deve-se identificar e resolver as falhas das 

máquinas a fim de evitar o desligamento nos processos de produção. Isto posto, a 

disponibilidade mecânica da máquina florestal autopropelida depende diretamente da 

manutenção preventiva, sendo que, a realização da mesma pode eliminar ou reduzir 

intervenções corretivas (PACOLLA, 2017; WAN, et al., 2017; CARVALHO, et al., 2019).  

Diante disso, pode-se aplicar a aprendizagem de máquina (machine learning) visando 

encontrar resultados interpretativos para tomada de decisões estratégicas. Dessa forma, o 

machine learning pode solucionar problemas acerca da manutenção das máquinas florestais 

autopropelidas e proporcionar vantagens, como: redução de custos da manutenção, redução de 

falhas de máquinas, redução da parada de reparo, reposição do estoque de peças, aumento da 

vida útil das peças, aumento da produção, melhoria na segurança do operador, verificação da 

necessidade de reparos, entre outros (PERES, et al., 2018; ÇINAR, et al., 2020). 

As técnicas de machine learning constituem um amplo e bem consolidado subcampo 

da inteligência artificial, cujas análises estatísticas são utilizadas com o intuito de extrair 

padrões a partir de um conjunto de dados, possibilitando algoritmos específicos para cada 

situação. Desse modo, geralmente, torna-se necessário um volume maior de dados, uma vez 

que, os problemas a serem solucionados são mais complexos, do ponto de vista 

computacional (NWANGANGA e CHAPPLE, 2020; BORGES, et al., 2021).  

Diante deste contexto, justifica-se o uso do machine learning a fim de prever a 

manutenção de máquinas florestais autopropelidas visando uma correta tomada de decisão e a 

redução dos custos de manutenção. Destarte, o objetivo foi verificar se é possível predizer a 

manutenção de feller bunchers empregados na derrubada de árvores de Eucalyptus por meio 

do machine learning. 

 

MATERIAL E MÉTODOS 

Foram utilizados dados provenientes de áreas de colheita da madeira com florestas 

plantadas de Eucalyptus, localizadas no Centro-Oeste do estado de São Paulo. A atividade de 

corte e derrubada de árvores foi realizada por três máquinas florestais autopropelidas, marca 

John Deere, caracterizadas como feller buncher, a saber: 



 

 

Feller buncher 1: modelo 903K, com potência nominal de 199 kW, a grua com 

alcance máximo de 7,01 m, massa aproximada de 29.630 kg e sistema de rodados compostos 

por esteiras. O modelo do cabeçote de corte era FR22B, composto por disco de corte, com 

capacidade de corte de 559 mm e capacidade de acúmulo de 0,48 m³. No início da coleta de 

dados o horímetro apresentava 35.842 horas de uso acumuladas.  

Feller buncher 2: modelo 903M, com potência nominal de 213 kW, a grua com 

alcance máximo de 7,01 m, massa aproximada de 31.590 kg e sistema de rodados compostos 

por esteiras. O modelo do cabeçote de corte era FR22B, composto por disco de corte, com 

capacidade de corte de 559 mm e capacidade de acúmulo de 0,48 m³. No início da coleta de 

dados o horímetro apresentava 24.857 horas de uso acumuladas.  

Feller buncher 3: modelo 903M, com potência nominal de 213 kW, a grua com 

alcance máximo de 7,01 m, massa aproximada de 31.590 kg e sistema de rodados compostos 

por esteiras. O modelo do cabeçote de corte era FR22B, composto por disco de corte, com 

capacidade de corte de 559 mm e capacidade de acúmulo de 0,48 m³. No início da coleta de 

dados o horímetro apresentava 13.464 horas de uso acumuladas.  

O banco de dados estruturado foi produzido por meio das informações da empresa do 

segmento de chapas de fibra de madeira, cujo foco era a manutenção de máquinas florestais 

autopropelidas. Destes dados, foram selecionados dois atributos, os quais eram um do tipo 

numérico e um do tipo categórico, a saber: horímetro e tipo de manutenção, respectivamente. 

Destaca-se que o tipo de manutenção era o atributo alvo da predição.  

Isto posto, foram constatadas 225 instâncias. Ademais, realizou-se o processo de ajuste 

dos dados por meio da linguagem de programação R, sob contribuição dos pacotes multidplyr, 

tidyverse, doFuture, foreach, entre outros (BENGTSSON, 2021; WALLIG, 2021; 

WICKHAM, 2021a; WICKHAM, 2021b; RStudio Team, 2022).  

Posteriormente ao processo de data wrangling, foi utilizado o aprendizado 

supervisionado, com balanceamento de dados via oversampling (SMOTE). Sendo que, o 

banco de dados foi dividido da seguinte forma: conjunto de treinamento (90% das instâncias) 

e conjunto de teste (10% das instâncias) (NASTESKI, 2017; ELREEDY e ATIYA, 2019). 

Após, aplicou-se 14 algoritmos de aprendizagem, de modo a selecionar aqueles de 

melhor performance. Conseguinte, os algoritmos selecionados passaram pelo processo de 

tune, ensemble, blend e stack, visando à obtenção de melhores performances de predição. 

Ressalta-se que durante o processo de treinamento foi aplicado o cross-validation.  

 Em relação às métricas utilizadas, tem-se que as escolhidas foram, principalmente, o 

Coeficiente de Correlação de Matthews (MCC), Precisão e Área Sob a Curva (AUC). Logo, 

realizou-se o machine learning por meio da linguagem de programação Python, o qual 

utilizou as bibliotecas SciPy, Scikit-learn, pycaret, NumPy, Pandas e Matplotlib (CHEN, 

2017; RAHMATI, et al., 2019; RASCHKA e MIRJALILI, 2019; TAREEN e KINNEY, 

2020; BONALD, et al., 2020; GAIN e HOTTI, 2020; HARRIS, et al., 2020). 
 

 



 

 

RESULTADOS E DISCUSSÃO 

As análises exploratórias demonstraram o comportamento inicial dos dados, assim, ao 

considerar as 225 instâncias tem-se que o atributo horímetro apresentou três grupos de valores 

distintos (Figura1). 

  

 

Figura 1. Distribuição dos dados do atributo numérico horímetro. 

 

Em sequência a aplicação dos 14 algoritmos de aprendizagem, observou-se uma 

melhor performance em três modelos, ponderando as métricas de tratamento MCC, Precisão e 

AUC. Dessa forma, tem-se o modelo CatBoost Classifier (CBC) que apresentou um MCC de 

0,31, uma Precisão de 0,59 e uma AUC de 0,71. O Linear Discriminant Analysis (LDA) com 

o MCC de 0,35, a Precisão de 0,61 e a AUC de 0,72. Por fim, o Naive Bayes (NB) com o 

MCC de 0,35, a Precisão de 0,61 e a AUC de 0,71 (Figura 2). 
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Figura 2. Comparação dos modelos selecionados a partir das métricas de tratamento MCC, 

Precisão e AUC.  

 

Após a execução do processo de tune, ensemble, blend e stack, identificou-se o 

modelo com maior performance por meio de um comparativo entre todos os modelos criados. 

Conseguinte, o modelo CatBoost Classifier, em modo Default, alcançou a performance de 

0,46, 0,60 e 0,74 para as métricas MCC, Precisão e AUC, respectivamente (Tabela 1). Sendo 

que, os outros modelos, isto é, Blended, Stacked, Linear Discriminant Analysis e Naive Bayes 

apresentaram o mesma performance diante das métricas teste.  

 

Tabela 1. Comparação dos modelos a partir das métricas de treinamento e teste. 

    Métricas treinamento Métricas teste 

Modelos Modos MCC Precisão AUC MCC Precisão AUC 

Blended      - 0,37 0,64 0,71 0,40 0,55 0,71 

Stacked      - 0,37 0,64 0,71 0,40 0,55 0,71 

CBC 

Default 0,31 0,59 0,71 0,46 0,60 0,74 

Ensembled 0,34 0,60 0,73 0,40 0,55 0,71 

Tuned 0,37 0,64 0,70 0,40 0,55 0,71 

LDA 

Default 0,35 0,61 0,72 0,40 0,55 0,71 

Ensembled 0,37 0,64 0,71 0,40 0,55 0,71 

Tuned 0,35 0,61 0,72 0,40 0,55 0,71 

NB 

Default 0,35 0,61 0,71 0,40 0,55 0,71 

Ensembled 0,37 0,64 0,71 0,40 0,55 0,71 

Tuned 0,35 0,61 0,71 0,40 0,55 0,71 
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Segundo Prokhorenkova, et al. (2018), o algoritmo CatBoost Classifier caracteriza-se 

como sendo uma implementação de aumento de gradiente, no qual utiliza as árvores de 

decisão binárias como preditores de base. Diante disso, ao avaliar o algoritmo, Ibrahim, et al. 

(2020) constataram em seu estudo a eficiência e precisão do CatBoost Classifier ao prever os 

recursos categóricos, logo, recomenda-se o uso do algoritmo em modelos preditivos. 

Ademais, notou-se que o uso do CatBoost Classifier proporciona a economia de tempo 

computacional e de recursos consideráveis, visto que, o algoritmo utiliza estatísticas baseadas 

em alvos modificados visando manipular adequadamente os recursos categóricos durante o 

tempo de treinamento. Vale ressaltar que, o CatBoost Classifier apresenta uma boa solução 

diante de problemas que envolvem dados heterogêneos (situação semelhante a este estudo), 

todavia o mesmo algoritmo pode não ser recomendado para problemas envolvendo dados 

homogêneos (HANCOCK e KHOSHGOFTAAR, 2020; HUSSAIN, et al., 2021).  

A função do machine learning diante da manutenção das máquinas florestais 

autopropelidas baseia-se no prognóstico e previsão de falhas, além de também ser usado para 

diagnosticar as falhas. Em vista disso, utilizou-se neste estudo o machine learning para a 

predição do tipo de manutenção. Logo, nota-se que desenvolver e implementar uma estratégia 

de manutenção inteligente permite prever quando a manutenção deverá ser realizada, 

reduzindo os custos de manutenção e aumentando a produtividades dos feller bunchers (WU, 

et al., 2017; SCHMIDT e WANG, 2018). 

 

CONCLUSÃO 

A partir do algoritmo CatBoost Classifier, em modo Default, encontra-se o melhor 

modelo gerado para predição do tipo de manutenção de máquinas florestais autopropelidas. O 

modelo apresenta performance de 0,46, 0,60, e 0,74 para as métricas MCC, Precisão e AUC, 

respectivamente. 
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